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Résumé — Cette communication propose un algorithme non-supervisé pour le démélange non-linéaire de données hyperspectrales. Plus préci-
sément, un spectre est considéré comme étant la somme d’une combinaison linéaire de spectres purs et d’une fonction non linéaire des spectres
voisins. L’estimation de la partie non linéaire est non paramétrique et suppose que la fonction non linéaire, a valeurs vectorielles, appartient a un
espace de Hilbert a noyau reproduisant. Les spectres purs et leur nombre ne sont pas connus au préalable. Le probleme d’optimisation convexe
associé est résolu en utilisant 1’algorithme des directions alternées (ADMM).

Abstract — This communication proposes an unsupervised algorithm for the nonlinear unmixing of hyperspectral images. A pixel’s spectra is
described as the sum of a linear combination of the endmembers plus a non linear function of its neighbours. The estimation of the nonlinear
contribution is nonparametric and assumes that the nonlinear, vector valued, function belongs to a reproducing kernel Hilbert space with a
predefined kernel function. The endmembers and their number are assumed to be unknown. The related convex optimization problem is solved
using the Alternating Direction Method of Multipliers (ADMM) algorithm.

1 Introduction

En raison de la faible résolution spatiale des imageurs hy-
perspectraux, la surface représentée par un pixel peut contenir
plusieurs matériaux. La réflexion de la lumiere a la surface de
chaque matériau crée un spectre pur qui contribue au spectre
estimé pour ce pixel. Le modele le plus répandu décrivant ce
mélange spectral est le modele linéaire [1]. Ce dernier suppose
que le spectre mesuré est une combinaison linéaire des spectres
purs.

Plusieurs modeles ont été développés pour prendre en compte
des combinaisons spectrales plus complexes. Par exemple, les
modeles bilinéaires [2, 3, 4] ajoutent une somme pondérée des
produits des spectres purs pris « deux a deux ». Ou encore, le
modele proposé dans [5] modélise la contribution non linéaire
de facon plus générale en utilisant une fonction non paramé-
trique appartenant a un espace de Hilbert & noyau reprodui-
sant (RKHS). Pour un apercu sur les différents modeles non
linéaires, le lecteur est appelé a lire [6]. De fagon analogue
a [5], cette communication propose de modéliser la contribu-
tion non linéaire en utilisant une fonction non paramétrique
appartenant a un RKHS. La différence principale avec [5] et
les modeles bilinéaires cités ci-dessus est que la non linéarité
est ici une fonction (vectorielle) des spectres voisins et non des
spectres purs. Le choix d’incorporer dans le modele une fonc-
tion non linéaire des spectres voisins est justifiée par exemple
dans [7] par Ueffet d’adjacence : le spectre d’un pixel est une
fonction de la réflection de la lumiere sur la surface correspon-
dant a ce pixel (partie linéaire) mais aussi de la déviation de
la lumiere qui a subit une réflection sur les surfaces adjacentes

(partie non linéaire). Contrairement aux approches pixel-par-
pixel [2, 3, 4, 5], I'introduction de cette dépendance spatiale
nécessite de traiter toute ou partie de I’image lors de 1’esti-
mation de la non linéarité. Une autre différence est 1’aspect
non supervisé de la méthode proposée. Nous supposons en ef-
fet que les spectres purs et leur nombre sont inconnus, mais
qu’ils sont présents dans la scéne. Une régularisation favorisant
la parcimonie des groupes [8] est alors utilisée pour identifier
les spectres purs parmi les observations [9].

La section 2 décrit le nouveau modele de mélange proposé.
Apres une bréve introduction du modele linéaire dans le cas su-
pervisé classique, 2.1 s’intéresse a la partie non linéaire. Cette
section décrit en particulier les RKHS de fonctions a valeurs
vectorielles développés dans [10] et montre la capacité du mo-
dele proposé a généraliser des modeles paramétriques de la lit-
térature. La section 3.1 montre comment I’estimation de la par-
tie linéaire peut étre adaptée au cas non-supervisé. La section
3 développe 1’algorithme d’optimisation du type ADMM per-
mettant d’identifier les spectres purs, d’estimer les abondances
des spectres purs pour les autres spectres et d’estimer la fonc-
tion non linéaire. La section 4 illustre les performances de la
méthode sur des données synthétiques.

2 Modéele de mélange non linéaire

Dans le modele linéaire, le spectre d’un pixel est une combi-
naison convexe des spectres purs pondérés par les abondances :

Sn :ZMlai,nri"‘em VYn=1,---N, (1)
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avec a;j,, > Oet ijl ajn = 1,0u s, estle spectre du n-cme

pixel de dimension L, L est le nombre de bandes de fréquences,



M est le nombre de spectres purs, 7; est le :-€me spectre pur de
dimension L, a; ,, est I’abondance de r; dans s, e,, représente
du bruit blanc Gaussian, N est le nombre d’observations. Soit
A la matrice des abondances de dimension M x N, la colonne
n de A est notée a,, et la i-éme composante de a,, est notée
a;,n. Tous les vecteurs sont des vecteurs colonnes.

2.1 Description de la non linéarité

Le modele (1) a été largement étudié vu sa simplicité. Ce-
pendant, il existe de nombreux cas ou le modele linéaire est
insuffisant, ce qui explique le développement récent de mo-
deles plus généraux aptes a prendre en compte des mélanges
plus complexes [6]. Cette communication propose le modele
suivant :

$n =i aiari + f(0,) + eq, )
avec v, = [(vP)7,...,(v™)T]T € ReL le vecteur contenant
les ¢ voisins du pixel n, et f une fonction non linéaire tel que,

f: R — RE
v, —  f(vn).

Nous supposerons que f appartient 2 un RKHS 7, de fonc-
tions a valeurs vectorielles [10] associé au noyau suivant

k: ReL xReL - RLxL
('vn;'vm) — k(vnavm)'
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La matrice de Gram résultante, K = {k(vp, vyn)}} 1. est
une matrice de N x N blocs tel que chaque bloc est de di-
mension L x L. En d’autres termes, K est une matrice de
L N x L N scalaires. Le modele adopté dans (2) retient la com-
binaison linéaire des spectres purs, et ajoute une fonction non
linéaire et non paramétrique f(v,,) agissant sur les voisins de
Sy. Alors que les modeles de la littérature font intervenir une
méme non linéarité intra-bandes, f(v,,), o v, contient les ¢
voisins de s,,, permet de prendre en compte selon le type de
noyau des relations inter-bandes et/ou inter-voisins.

Soulignons que la non linéarité f(v,,) n’agit pas directement
sur les corps purs, comme dans le cas des modeles bilinéaires
[6], mais le fait indirectement au travers des v,. f(v,) per-
met ainsi de modéliser I’effet d’adjacence selon lequel la lu-
miere réfléchie sur une surface voisine au pixel n peut dévier
et contribuer a son spectre [7].

Selon le choix de k(-,-) il est possible d’imposer plusieurs
formes de non linéarité. Considérons par example

k('v'm'vm) = dlag({k(wz(vn)a "/}z(vm)) iL:I)’ (5)

avec
k(¥i(vn), $i(vm)) = (Wi(vn) "di(vm))?,
et ¢i(vy) = [v7,,...,v%]", le vecteur contenant la i-eme
composante spectrale de chaque voisin. Ce noyau induit 1’es-
pace des polyndomes d’ordre deux « par bande », ce qui corres-
pondra a des produits de spectres voisins pris « deux a deux ».
La fonction f correspond ainsi a2 un modele bilinéaire sur les
spectres voisins, ce qui rapproche (2) du modele linéaire qua-
dratique proposé dans [4] qui considere une non linéarité de la

forme Zgl Z;Vil Bi.jmTiorj, ou o désigne le produit d’Ha-
damard. De facon plus générale, 1’utilisation d’un noyau dia-
gonal du type (5) se rapproche du modele non linéaire non pa-
ramétrique proposé dans [5].

2.2 Identification des spectres purs

Nous avons supposé jusqu’a présent que dans (1) et (2) les
spectres purs et leur nombre sont connus. Dans ce qui suit, nous
nous placerons dans le contexte non supervisé proposé dans
[9] ou ces derniers ne sont pas connus. Toutefois, nous sup-
poserons qu’ils sont présents parmi les observations. Dans la
mesure ou le niveau du bruit est faible, on peut alors approcher
(2) par le modele suivant

Sn = T8+ F(vn) + €en. (6)

Soit X la nouvelle matrice des abondances, avec X, = x;
I’abondance de s; dans s,,. Si s; est un spectre pur, la i-€me
ligne de X, notée =, = [2;1,... ,z; n] T, contient les va-
leurs des abondances qui lui correspondent. Si s; n’est pas un
spectre pur, &, est une ligne nulle. Ainsi, une estimation de X
favorisant la présence de lignes nulles permettra d’identifier les
spectres purs parmi les s;. L'utilisation de cette approche afin
d’identifier les spectres purs a été validée pour le cas linéaire
dans [9, 8].

3 Algorithme d’estimation

D’apres la section 2, 1’estimation de (X, f) correspond a
I’attache aux données (6), avec des contraintes de positivité et
de somme a un sur les colonnes de X. L’estimation devant
promouvoir des lignes nulles dans X nous proposons de fa-
con analogue a [9] d’utiliser une régularisation sur X du type
groupe Lasso. Le probléme d’optimisation s’écrit donc :
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ol les deux parametres libres A et p contrélent le degré de ré-
gularité de f et la parcimonie sur les lignes de X respecti-
vement. Compte tenu de la non différentiabilité du critere (7),
nous proposons d’utiliser I’algorithme des directions alternées
(ADMM) [11] pour résoudre ce probleme. Pour cela une nou-
velle variable Z est introduite dans (7) tout en ajoutant une
contrainte pour assurer le consensus entre Z et X :

. 1 N N
semin g 3 s = iy @insi — F(wa)ll”
N
FAFIG, + N 2l + Tee (2) B
sujeta AX +BZ=C,

avec

A:(fT>,B=<O{),C:<fT>.



Le Lagrangien augmenté de (8) est alors :

Ep(f,X, Z, A) % ZnNzl ||STL]V_ Zfil TinSi — f('vn)HQ
3181, + T (2) T u 3 o o+ (AT (AX
I
)

+BZ -C))+5||AX +BZ-C
Les différentes étapes d’une itération de 1’algorithme ADMM
sont développées ci-dessous. Chacune de ces étapes utilise les
valeurs les plus récentes des autres variables.

3.1 Minimisation par rapport a f

Cette étape consiste a minimiser le Lagrangien augmenté par
rapport a la fonction f. Cela revient a résoudre :

N N
mingey, 3 21 l[sn — lens — fa)I” + 31 £l
n= i=

La fonction f optimale est obtenue en annulant la dérivée de la
fonction objectif calculée en utilisant les propriétés des RKHS :

N N
= k(. vn) (80— Y wimsi — f(vn)) + Af =0, (10)
i=1

n=1

ce qui équivaut a

N
= Zk(wvn)ém (1
n=1
avec N
£, = %(Sn B ;x’imsi — f(vn)). (12)

On déduit des equations (11) et (12) que les coefficients de f
sont la solution unique des equations linéaires :

N N
Z kv, v,)€,+ A, = sm— inmsi, VYm=1,...N.
n=1 i=1

Ces equations correspondent au systeme linéaire suivant :

(K + )¢ = d, (13)
avec K = {k(vn,vm)}) 1. ¢ = (€], €] etd =

vec(S — SX) ol I’opérateur vec(-) empile les colonnes d’une
matrice les unes au dessus des autres.

3.2 Minimisation par rapport a X

Cette étape consiste 8 minimiser le Lagrangien augmenté par
rapport a X . Le probléme est quadratique en X, et se ramene
a résoudre le systeme linéaire suivant :

(STS+pATAX=8"(S-F)-A"A-pAT(BZ -C).

3.3 Minimisation par rapport a Z

La minimisation du Lagrangien augmenté par rapport a3 Z
est séparable par rapport a chaque ligne dans Z. Cette étape se
ramene a résoudre N problemes de la forme

min, 3|z —v[3 + allz|2 + Zr+ (2) (14)
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FIGURE 1 — Réflectance des spectres purs utilisés pour générer
les données synthétiques.

avec v x+p A« p~1u. Les vecteurs A, = and z

correspondent a une ligne dans A, X et Z, respectivement.

Le minimiseur de (14) admet une solution unique donnée par

I’opérateur proximal de la fonction ¥U(z) = «||z||2 + Zp+(2) :
0 sif[(v)+2 <«

z*
z* = (1 — m) (v)4 sinon

avec ()4 = max(0, -).

15)

3.4 Mise a jour des multiplicateurs de Lagrange

La derniére étape d’une itération de 1’algorithme ADMM
consiste a mettre a jour les multiplicateurs de Lagrange selon
I’équation suivante :

AT =AY L p(AX + BZ - C). (16)

Les étapes sont répétées jusqu’a ce qu’un critere d’arrét sur
le résidu primal ou dual soit satisfait.

4 Résultats experimentaux

La performance de I’algorithme a été testée avec des don-
nées synthétiques. Pour cela nous utilisons 3 spectres réels avec
L = 224, voir figure 1, pour générer 97 spectres mélangés li-
néairement. Les spectres purs sont ensuite ajoutés aux données,
ce qui fait au total N = 100. Une contribution non linéaire se-
lon I’expression 7ys,,_1 08,41, avec v = 0.05, est ensuite ajou-
tée & 50% des pixels. Du bruit blanc Gaussian est enfin ajouté
aux données avec un rapport signal sur bruit de 50 dB.

Les figures 2 (a) et (b) montrent les coordonnées des don-
nées ainsi crées dans ’espace engendré par les 3 et 2 pre-
mieres bandes obtenues par une analyse en composantes prin-
cipales (ACP) des s,. On peut clairement observer que les
pixels auxquels une non linéarité a été ajoutée sont « pous-
sés » en dehors du simplexe qui est ici un triangle (M = 3).
Trois algorithmes permettant d’identifier les spectres purs sont
appliqués aux données ainsi générées : NFINDR [12], I’algo-
rithme GLUP (Group Lasso With Unit Sum And Positivity
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FIGURE 2 — (a) Données synthétiques : ACP de dimension 3 (b). Données synthétiques : ACP de dimension 2. (c) Spectres purs

détectés par les 3 méthodes.

TABLE 1 — Temps d’exécution de 1’algorithme et racine carrée
de I’erreur quadratique moyenne entre X et X.

y | nl-GLUP | GLUP | NFINDR
Temps (sec) 10.01 1.61 0.1212
Erreur 0.0328 | 0.0679 -

Constraints) [9] et I’algorithme proposé dénomé nl-GLUP. Les
deux derniers algorithmes nécessitent de repérer les lignes non
nulles dans X correspondants aux spectres pures. Pour cela,
la moyenne de chaque ligne est comparée a un seuil. Con-
trairement aux deux autres algorithmes, NFINDR nécessite de
fixer le nombre de spectres purs, ici 3. Les valeurs suivantes
sont utilisées pour les parametres de nl-GLUP : p = 1, A =
0.1, p = 0.05, et un nombre d’itération maximal de 250. GLUP
correspond a nl-GLUP avec A = 0 et u = 2 pour ce cas. Le
noyau choisi pour nl-GLUP est Gaussien, du type :

k(yi(vn),vi(vm)) = exp(—o[i(vn) — vi(vm)[),
avec o = 3. Vue la structure diagonale de chaque bloc k(v,,, v,,)
dans K, (13) peut étre divisé en L systemes de N variables
chacun.

Les spectres purs détectés par chaque algorithme sont repor-
tés dans la Figure 2 (c). Contrairement a GLUP et NFINDR qui
n’ont pu détecter que 2 parmi les 3 spectres purs, I’approche
proposée a correctement indentifié les 3 spectres. Le tableau 1
donne le temps d’exécution de chacun des algorithmes. L’ étape
la plus exigeante de nl-GLUP en temps de calcul est la résolu-
tion de (13). Enfin le tableau reporte la racine carrée de 1’erreur
quadratique moyenne entre X et X pour nl-GLUP et GLUP
qui est clairement en faveur de nl-GLUP.

5 Perspectives

Cette communication propose un nouveau modele pour le
démélange non supervisé et non linéaire des données hyper-
spectrales. Les performances ont été testées sur des données
synthétiques. Toutefois, I’expérimentation sur des données réelles
présentera de nouveaux enjeux compte tenu de la taille du pro-
bleme et du haut niveau de corrélation entre les spectres.
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